
Seminar Nasional Teknik Elektro                E-ISSN 3063-7996 

  

Studi Prediksi Beban Jangka Pendek Menggunakan Neural Network 

Berbasis Data Time Series pada PT. Siantar Tara Sejati site Tarakan  
Randi Ramdansyah1, Ismit Mado2, Syahfrizal Tachfulloh3, Achmad Budiman4, Muhammad Akbar5, Febrian Rizky 

Ghifari6, dan Nursamsiah7 

1,2,3,4 Teknik Elektro, Universitas Borneo Tarakan, 5,6,7 PT. Siantar Tara Sejati 

Coprespondent Author : randiramdansyah10@gmail.com 

 
Abstract  —  Electrical loads generally exhibit dynamic and 

fluctuating patterns that follow daily consumption 
characteristics. This study provides a new contribution to short-
term electrical load forecasting studies based on time series data 
at one of the independent power plants in Tarakan. The study 
aims to compare two neural network (NN) approaches, namely 
NN without time series data processing and NN based on time 
series data (NN-TS). The data used consisted of historical daily 
electrical load data obtained from the power plant’s data 
sourcee. The forecasting process was conducted through a 
stationarity stage in order to obtain the best model. Through the 
best NN-TS model, different NN architectures were generated. 
The NN model produced a 24-10-1 layer architecture, whereas 
the NN-TS model produced a 24-2-1 layer architecture. The 
result of short-term electrical load forecasting using the NN 
method achieved a Mean Absolute Percentage Error (MAPE) 
value of 6.0846%, while the NN-TS method achieved a MAPE 
value of 4.33%. 

Keyword — Load Forecasting, MAPE, Neural Network, Time 
Series. 

 

Abstrak  —  Pada prinsipnya abstrak bahasa Indonesia sama 
dengan bahasa Inggris dari sisi isinya. Perbedaannya format karakter 
yang digunakan berupa poin 9 font Times New Roman Regular, 
bukan Bold seperti dalam bahasa Inggris. Begitu juga kata kunci 
yang digunakan adalah terjemahan kata kunci bahasa Inggris ke 
dalam bahasa Indonesia. Jika kesulitan dalam penerjemahan kata 
kuncinya, dapat digunakan kata kunci asli yang berasal dari bahasa 
Inggris. Mohon diatur sesuai urutan abjad.  

Kata kunci — MAPE, Neural Network, Prediksi Beban, Time 
Series. 

I. PENDAHULUAN 

Peramalan beban listrik jangka pendek (short-term load 

forecasting) merupakan komponen krusial dalam operasional 

sistem tenaga listrik modern. Akurasi peramalan yang tinggi 

memungkinkan utilitas listrik mengoptimalkan jadwal 

pembangkitan, mengatur transfer beban, serta meminimalkan 

risiko kelebihan pasokan (over-generation) atau kekurangan 

pasokan yang berpotensi menyebabkan pemadaman [1]. 

Fluktuasi beban listrik dipengaruhi oleh berbagai faktor, 

termasuk pola aktivitas konsumen, kondisi cuaca, dan variasi 

musiman harian maupun mingguan. Ketidakakuratan dalam 

prediksi beban tidak hanya berdampak pada inefisiensi 

operasional, tetapi juga meningkatkan biaya produksi dan 

menurunkan keandalan sistem kelistrikan secara 

keseluruhan. 

Berbagai metode kuantitatif telah dikembangkan untuk 

meningkatkan akurasi peramalan beban. Penelitian 

sebelumnya menunjukkan bahwa metode statistik seperti 

Moving Average (MA) dan Autoregressive Moving Average 

(ARMA) mampu menghasilkan MAPE di bawah 3% pada 

dataset tertentu [2]. Di sisi lain, pendekatan kecerdasan 

buatan seperti Artificial Neural Network (ANN) dengan 

algoritma backpropagation telah terbukti efektif dalam 

menangkap hubungan non-linier kompleks pada data beban, 

dengan capaian MAPE hingga 1,8% [3]. Studi terbaru oleh 

[4] membandingkan metode Time Series dan ANN pada 

peramalan beban jangka pendek, menghasilkan MAPE 

sebesar 5,4% untuk SARMA dan 9,32% untuk ANN [4]. 

Temuan tersebut mengindikasikan bahwa meskipun ANN 

memiliki kapasitas pemodelan yang tinggi, kinerjanya sangat 

bergantung pada kualitas dan karakteristik data masukan [5]. 

Berdasarkan tinjauan literatur, masih terdapat peluang 

untuk meningkatkan akurasi peramalan NN melalui 

prapengolahan data menggunakan pendekatan deret waktu. 

Pengolahan awal seperti uji stasioneritas, differencing, dan 

identifikasi model ARIMA berpotensi menyaring noise, 

menstabilkan pola data, serta mengekstrak komponen tren 

dan musiman sebelum data diproses oleh jaringan saraf. Oleh 

karena itu, penelitian ini bertujuan untuk (1) menerapkan 

metode NN tanpa pengolahan Time Series dan NN berbasis 

data Time Series untuk meramalkan beban jangka pendek, 

serta (2) membandingkan tingkat akurasi kedua pendekatan 

tersebut menggunakan indikator MAPE. Data yang 

digunakan bersumber dari beban listrik historis PT. Siantar 

Tara Sejati Site Tarakan dengan resolusi per jam selama 

bulan Juni 2025. Hasil penelitian diharapkan dapat 

memberikan rekomendasi metode peramalan yang lebih 

andal untuk mendukung pengambilan keputusan operasional 

dan perencanaan sistem kelistrikan di tingkat perusahaan. 

II. METODE DAN PRINSIP 

A. Artificial Neural Network 

Artificial Neural Network (ANN) atau Jaringan Syaraf 

Tiruan merupakan salah satu metode dalam kecerdasan 

buatan yang terinspirasi dari cara kerja otak manusia dalam 

memproses informasi. NN terdiri dari sekumpulan unit 

pemrosesan yang disebut neuron, yang tersusun dalam 

beberapa lapisan (layer), yaitu input layer, hidden layer, dan 

output layer. Input layer berfungsi sebagai penerima data 

masukan, hidden layer sebagai pemroses informasi melalui 
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transformasi tertentu, sedangkan output layer menghasilkan 

keluaran sesuai dengan tujuan yang diinginkan. Setiap 

neuron dalam jaringan saling terhubung melalui parameter 

yang disebut bobot (weights) dan bias, yang nilainya akan 

diperbarui selama proses pelatihan (training) [4]. 

Adapun suatu ANN ditentukan oleh tiga hal utama, yaitu: 

1)   Pola hubungan antar neuron yang dikenal sebagai 

arsitektur jaringan. 

2)   Metode penentuan bobot penghubung yang disebut 

training/learning. 

3)   Fungsi aktivasi yang digunakan dalam jaringan. 

 

Gambar 1. Model Jaringan Syaraf Tiruan 

B. Transformasi dan Denormalisasi Data 

Sebelum meramalkan beban listrik, diperlukan 

transformasi data melalui proses normalisasi atau scaling. 

Transformasi ini bertujuan untuk mengubah data ke dalam 

rentang tertentu, seperti (0,1), (-1,1), atau skala lain sesuai 

kebutuhan. Pada penelitian ini digunakan fungsi sigmoid 

biner dengan skala antara 0 dan 1, sehingga persamaan 

normalisasi yang digunakan adalah sebagai berikut. 

𝑍′ = 0,8 (
𝑍−𝑍𝑚𝑖𝑛

𝑍𝑚𝑎𝑥−𝑍𝑚𝑖𝑛
) + 0,1 (1) 

dimana 𝑍′  merupakan transformasi data, historis data 

ditandai dengan 𝑍 , serta 𝑍𝑚𝑖𝑛  dan 𝑍𝑚𝑎𝑥  merupakan nilai 

mininum dan maksimum historis data.    

Denormalisasi data adalah proses pengembalian dan 

normalisasi data aktual atau nilai asli yang menjadi tahapan 

setelah mendapatkan nilai prediksi, persamaan denormalisasi 

data dapat dideskripsikan dengan persamaan (2) (Ekojono, 

dkk). 

𝑍 = (𝑍𝑚𝑎𝑥 − 𝑍𝑚𝑖𝑛)
(𝑍′−0,1)

0,8
+ 𝑍𝑚𝑖𝑛 (2) 

Keterangan: 

𝑍′ =  Transformasi Data 

𝑍 =  Historis Data 

𝑍𝑚𝑎𝑥 =  Nilai Minimum Historis Data 

𝑍𝑚𝑖𝑛 =  Nilai Maksimum Historis Data 

C. Perancangan Model ANN 

Perancangan model ANN dilakukan melalui beberapa 

tahapan, yaitu menentukan struktur jaringan yang terdiri dari 

input layer, hidden layer, dan output layer, menetapkan bobot 

dan bias, menentukan nilai laju pembelajaran, koefisien 

momentum, serta jumlah epoch. Selain itu, ditetapkan juga 

threshold atau fungsi aktivasi yang berperan dalam 

mengubah input menjadi output. Setelah itu dilakukan proses 

verifikasi dan validasi terhadap rancangan model. Untuk 

memperoleh model terbaik dari berbagai kombinasi yang 

dilatih dan diuji, digunakan evaluasi berdasarkan nilai MSE 

dengan persamaan sebagai berikut. 

𝑀𝑆𝐸 =
1

𝑛
∑ (𝑍𝑡 − 𝐹𝑡)

2𝑛
𝑡=1  (3) 

dimana 𝑍𝑡  adalah data historis pada waktu ke t serta data 

peramalan ditandai dengan 𝐹𝑡. 

D. Data Berbasis Pola Time Series 

Time Series adalah kumpulan observasi atas suatu variabel 

yang dicatat secara berurutan sesuai urutan waktu dengan 

interval pencatatan yang seragam. Data time series adalah 

data yang diperoleh melalui pencatatan atau observasi secara 

berurutan dalam suatu rentang waktu tertentu. Periode 

observasi ini bisa berupa tahunan, kuartalan, bulanan, 

mingguan, bahkan harian atau per jam. Analisis time series 

digunakan untuk memperkirakan nilai di masa depan serta 

mendukung pengelolaan operasional dan penyusunan 

perencanaan. Konsep analisis deret waktu yang 

diperkenalkan oleh [6] hingga kini masih menjadi acuan 

dalam berbagai bidang penerapan. 

1)   Stasioneritas:Stasioneritas mengacu pada kondisi data 

yang tidak mengalami perubahan drastis dari waktu ke 

waktu. Secara umum, sebagian besar deret waktu bersifat 

non stasioner, sedangkan parameter AR, MA, maupun 

ARMA dalam model Autoregressive Integrated Moving 

Average (ARIMA) hanya dapat digunakan pada deret 

waktu yang stasioner [4]. Oleh karena itu, deret waktu 

yang belum stasioner perlu ditransformasi terlebih dahulu 

menjadi data stasioner, baik dalam hal rata-ratanya 

(mean) maupun variance. Salah satu cara yang dapat 

digunakan untuk memodifikasi data agar menjadi 

stasioner, khususnya jika data tidak stasioner dalam rata-

rata, adalah dengan metode pembedaan (differencing). 

Proses ini dapat dilakukan sekali atau lebih, tergantung 

pada tingkat stasioneritas dari deret waktu yang 

digunakan dalam peramalan. Pembedaan bertujuan untuk 

menstabilkan nilai rata-rata deret waktu dengan cara 

menghitung perubahan atau selisih antar nilai observasi. 

Persamaan differencing dapat dituliskan sebagai berikut 

[4]: 

𝑋′𝑡 = 𝑋𝑡 − 𝐵𝑋𝑡 (4) 

Keterangan: 

𝑋′𝑡 =  Orde Pembeda 

𝑋𝑡  =  Nilai deret berkala setelah differencing 

𝐵  =  Nilai deret berkala pada waktu t 

2)   Fungsi Autokorelasi dan Fungsi Autokorelasi 

Parsial:Fungsi ACF merupakan hubungan yang terjadi 

antar anggota dalam data time series, yang digunakan 

untuk melihat sifat kestasioneran sekaligus menunjukkan 

adanya hubungan linear antara 𝑍𝑡 dengan 𝑍𝑡+𝑘. Apabila 

data tidak memiliki autokorelasi, maka data tersebut 

dapat dikatakan bersifat acak (random) atau tidak 

memiliki pola tertentu. Secara umum, fungsi autokorelasi 

dapat dirumuskan sebagai berikut [7]: 
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𝑝𝑘 =
∑ (𝑍𝑡−𝑍̅)
𝑛−𝑘
𝑡=1 (𝑍𝑡+𝑘−𝑍̅)

∑ (𝑍𝑡−𝑍̅)2
𝑛
𝑡=1

, 𝑘 = 1,2,3, …𝐾 (3) 

dimana 𝑝𝑘 menyatakan nilai autokorelasi pada lag ke- 

𝑘, 𝑍𝑡 merupakan nilai data pada waktu ke- 𝑡, 𝑍𝑡+𝑘 adalah 

data yang dipisahkan oleh waktu ke- 𝑘 , 𝑍̅  menyatakan 

rata-rata data, k merupakan lag atau jarak waktu antar 

data, dan 𝑛  jumlah data yang digunakan. Untuk 

mendapatkan nilai 𝑍̅ digunakan persamaan (2.11): 

𝑍̅ =
∑ 𝑍𝑡
𝑛
𝑡=1

𝑛
 (4) 

Fungsi PACF adalah model yang digunakan untuk 

mengukur tingkat keeratan hubungan antara 𝑍𝑡  dengan 

𝑍𝑡+𝑘   setelah pengaruh lag di antaranya dieliminasi. 

Fungsi ini dapat dirumuskan sebagai berikut: 

𝜙𝑘𝑘 =
𝑝𝑘−∑ 𝜙𝑘−1,

𝑘−1
𝑗=1 𝑝𝑘−𝑗

1−∑ 𝜙𝑘−1,
𝑘−1
𝑗=1 𝑝𝑘−𝑗

, 𝑘 = 1,2,3, …𝐾 (5) 

dimana 𝜙𝑘𝑘  menyatakan nilai PACF pada lag ke-𝑘 

merupakan koefisien PACF pada lag ke- 𝑘, dan 𝑗 adalah 

iterasi yang digunakan dalam perhitungan. 

3)   Proses Pembentukan ARIMA secara umum, model 

ARIMA dituliskan sebagai ARIMA (p, d, q), yang berarti 

model ARIMA dengan orde autoregresif (p), orde 

pembeda (d), dan orde moving average (q). Proses 

pembentukan model ini dilakukan secara iteratif melalui 

beberapa langkah, yaitu: 

a) Identifikasi Model 

Tahapan pertama yang harus dilihat apakah time series 

bersifat stasioner atau non stasioner dan bahwa aspek-

aspek AR dan MA dari model ARIMA hanya berkenan 

dengan time series yang stasioner. Identifikasi  model 

untuk pemodelan data time series dilihat dari ACF dan 

PACF, petunjuk pemilihan model ARIMA [8]: 

• Jika ACF menunjukkan pola menurun secara 

eksponensial atau dying down, dan PACF 

menunjukkan cut-off, maka dapat dikatakan model 

ARIMA berupa AR murni. 

• Jika ACF menunjukkan cut-off, dan PACF 

menunjukkan dying down, maka dapat dikatakan 

model ARIMA berupa MA murni. 

• Jika ACF dan PACF menunjukkan dying down maka 

dapat dikatakan model ARIMA berupa gabungan AR 

dan MA. 

b) Estimasi Parameter Model 

Pada tahap estimasi parameter model ini atau dugaan 

sementara menetapkan model sementara. Beberapa 

model yang telah ditetapkan sementara ini nantinya akan 

dilakukan dengan cara menaikkan salah satu nilai AR 

atau MA, karena tidak disarankan menaikkan atau 

menurunkan langsung keduannya. Pada model-model 

tersebut akan dibandingkan nilai Mean Squared (MS) 

yang merupakan kuadrat rata-rata dari residual model 

yang didapatkan dari nilai Sum of Square (SS) dibagi nilai 

Degrees of Freedom (DF), dan ketiga nilai ini akan 

ditampilkan pada hasil simulasi dari model yang 

ditentukan, adapun persamaan dari MS ini dapat ditulis: 

𝑀𝑆 =
𝑆𝑆

𝐷𝐹
 (6) 

c) Pemeriksaan Diagnostik 

Pemeriksaan diagnostik dilakukan untuk memastikan 

bahwa model yang digunakan sudah memadai serta 

menentukan model terbaik bagi peramalan. Tahap ini 

juga berfungsi untuk mengevaluasi apakah pemilihan 

parameter (p, d, q) sudah tepat. Pemeriksaan dapat 

dilakukan dengan melihat residual dari model, apakah 

sudah membentuk proses white noise atau belum. 

Caranya adalah dengan mengecek nilai P-Value, yang 

harus lebih besar daripada nilai (a) yang ditetapkan, yaitu 

5% atau 0,05. Salah satu uji yang sering digunakan adalah 

uji statistik Ljung-Box Pierce, yang dapat menguji apakah 

fungsi autokorelasi residual berbeda dari nol atau tidak 

[8]. 

E. Tahapan Pengujian Metode Peramalan 

Akurasi peramalan akhir dihitung menggunakan Mean 

Absolute Percentage Error (MAPE), yang dihitung dengan 

persamaan: 

𝑀𝐴𝑃𝐸 =
1

𝑛
∑ |

𝑍𝑡−𝐹𝑡

𝑍𝑡
| × 100%𝑛

𝑡=1  (8) 

Berdasarkan rumus tersebut, nilai MAPE diperoleh dari 

rata-rata selisih absolut antara data aktual dan hasil 

peramalan, kemudian dibagi dengan nilai aktual. Karena nilai 

absolut digunakan, maka hasil perhitungan MAPE akan 

selalu bernilai positif [9]. 

 

TABEL I 

RANGKUMAN PENGATURAN FORMAT PENULISAN 
 

Nilai MAPE (%) Interpretasi Akurasi 

< 10 Hasil Peramalan Sangat Akurat 

10 – 20 Hasil Peramalan Baik 

20 – 50 Hasil Peramalan Layak (Cukup Baik) 

> 50 Hasil Peramalan Tidak Akurat 

F. Metode 

1)   Data dan Sumber Data: Data yang digunakan adalah data 

historis beban listrik (dalam satuan kW) PT. Siantar Tara 

Sejati site Tarakan selama tiap jam dalam 1 bulan dari 

tanggal 01 – 30 Juni 2025. 

2)   Alur Metode Penelitian: Penelitian ini termasuk dalam 

jenis penelitian kuantitatif dengan pendekatan 

eksperimen, yang data beban listriknya dari PT. Siantar 

Tara Sejati Site Tarakan yang nantinya akan 

disimulasikan pada Software. Fokus penelitian ini adalah 

membandingkan hasil peramalan beban listrik jangka 

pendek menggunakan metode (NN) tanpa Time Series 

dan NN berbasis pengolahan data Time Series untuk 

mengetahui metode mana yang lebih akurat dari 

kesalahan atau error dengan pengujian MAPE. 

 

Gambar 2. Diagram Blok 
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III. HASIL DAN PEMBAHASAN 

A. Peramalan dengan Metode NN Tanpa Time Series 

1)   Pengolahan Data Historis NN 

Data yang digunakan dalam penelitian ini merupakan data 

beban listrik per jam selama 29 hari dari 30 hari, yaitu mulai 

tanggal 1 sampai dengan 29 Juni 2025. Data historis tersebut 

selanjutnya dibagi menjadi dua bagian, yaitu data latih 

(training) dan data uji (testing), dengan perbandingan 70% 

untuk data latih dan 30% untuk data uji. Pembagian ini 

bertujuan agar model dapat mempelajari pola dari sebagian 

besar data, kemudian diuji menggunakan data yang belum 

pernah dilatih untuk mengetahui kemampuan 

generalisasinya.  

Sebelum data digunakan dalam proses simulasi, terlebih 

dahulu dilakukan normalisasi. Proses ini bertujuan untuk 

mengubah skala data ke dalam rentang tertentu sehingga 

sesuai dengan fungsi aktivasi yang digunakan pada jaringan. 

Pada penelitian ini digunakan fungsi aktivasi Sigmoid Biner 

(logsig), sehingga data dinormalisasikan ke dalam rentang 0 

hingga 1, atau lebih spesifik pada range 0,1 sampai 0,9 untuk 

menghindari nilai ekstrem yang dapat mempengaruhi proses 

pelatihan jaringan. Transformasi data dilakukan 

menggunakan Persamaan (1). Adapun nilai maksimum dan 

minimum adalah 𝑍𝑚𝑎𝑥 = 2646  dan 𝑍𝑚𝑖𝑛 = 0  pada data 

yang digunakan dalam penelitian ini. Setelah daya telah 

ditransformasikan, selanjutnya data akan dibagi menjadi 2 

dengan perbandingan 70%:30%, berikut pembagian datanya.  

a) Data Pelatihan (Training) 

Data untuk pelatihan menggunakan sekitar 70% dari data 

historis yang tersedia, yaitu data dari tanggal 1 hingga 20 Juni 

2025. Data ini dibagi menjadi dua bagian dengan metode 

sliding window. Sliding window adalah teknik transformasi 

data deret waktu menjadi data masukan dan target dengan 

menggunakan sejumlah data historis sebelumnya sebagai 

input untuk memprediksi nilai pada periode berikutnya. 

Proses pembentukan data dilakukan dengan cara menggeser 

jendela data secara bertahap sepanjang rangkaian data, 

sehingga pola hubungan antar waktu dapat dipelajari oleh 

model peramalan. Pertama sebagai data latih (Input) yang 

berisi data setiap jam dari tanggal 1 hingga 19 Juni 2025, dan 

kedua, sebagai target latih (Target) yang berisi data setiap jam 

dari tanggal 2 hingga 20 Juni 2025.  

 

Gambar 3. Tampilan Data Input Training 

 

 

Gambar 4. Tampilan Data Target Training 

b) Data Uji (Testing) 

Data untuk pengujian menggunakan sekitar 30% dari total 

data historis yang tersedia, yaitu data dari tanggal 20 hingga 

29 Juni 2025. Data tersebut kemudian dibagi menjadi dua 

bagian, yaitu sebagai data uji (Input) yang berisi data setiap 

jam dari tanggal 20 hingga 28 Juni 2025, serta sebagai target 

uji (Target) yang berisi data setiap jam dari tanggal 21 hingga 

29 Juni 2025.  

2)   Perancangan Model NN 

Untuk merancang pemodelan NN, ada beberapa hal yang 

perlu ditentukan, yaitu Penentuan Struktur NN, Menentukan 

Bobot dan Bias NN, Menentukan Nilai Laju Pembelajaran 

(Learning Rate), Penentuan Koefisien Momentum dan 

Epoch, Fungsi Aktivasi dan Verifikasi dan Validasi 

Rancangan Model. Dibawah ini merupakan tabel rancangan 

arsitektur NN, terlihat pada Tabel 2. 

 

TABEL II 

ARSITEKTUR NN 
 

Parameter Spesifikasi/Nilai 

Input Layer 24 

Hidden Layer (HL) 1 

Kombinasi Jumlah HL 1, 2, 3, 4, 5, 6, 7, 8, 9, dan 10 

Output Layer 1 

Epoch 1000 

Training Function TRAINLM 

Adaption Learning Function LEARNGDM 

Laju Pembelajaran 𝛼 = 0,01 

Goal 0 

Momentum 0,9 

Bobot dan Bias Acak 

Fungsi Aktivasi HL Sigmoid Biner 

Fungsi Aktivasi Output 

Layer 

Purelin 

3)   Pelatihan dan Pengujian NN 

a) Pelatihan 

Pada pelatihan ini digunakan data latih dan target latih, 

untuk pelatihan pertama akan ditentukan jumlah neuron pada 

HL, jumlah neuron HL yang terbaik ditentukan melalui 

percobaan. Berdasarkan hasil pelatihan percobaan dengan 10 

kombinasi, akurasi terbaik ditunjukkan oleh percobaan 10 

yang memiliki nilai MSE terkecil dengan kombinasi 

arsitektur 24-10-1 dimana terdapat 24 input-an, pada layer 1 

merupakan HL menggunakan 10 neuron dengan Transfer 

Function Logsig, dan pada layer 2 merupakan Output Layer 

dengan Transfer Function Purelin. Oleh karena itu, model 

tersebut dipilih pada tahap pelatihan selanjutnya. Proses 
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training kemudian dilakukan secara berulang hingga 

diperoleh hasil pelatihan yang sesuai dengan kriteria 

performa yang diinginkan. 

 

 

Gambar 5. Training Awal Jaringan NN 

Setelah training dilakukan beberapa kali, diketahui bahwa 

performa terbaik terjadi pada training ke-09 di Epoch ke-2 

dengan nilai sebesar 0.0018366.  

 

 

Gambar 6. Tampilan Performance Training Ke-09 

 

Gambar 7. Tampilan Regression Training Ke-09 

Sehingga dapat diketahui nilai MSE pada data Pelatihan, 

namun hasil pelatihan yang diperoleh didenormalisasikan 

menggunakan persamaan (2) untuk mengembalikan nilai ke 

skala aslinya, lalu menghitung nilai MSE menggunakan 

persamaan (3) yang terlihat hasilnya pada Tabel 3. 

 

TABEL III 

NILAI MSE DATA PELATIHAN 
 

Indikator Training 

MSE 67105,66 

b) Pengujian 

Setelah dilakukan pelatihan, maka selanjutnya akan diuji 

dengan data uji dan target uji yang sudah ditetapkan, dengan 

model percobaan yang sama sehingga dapat dibandingkan 

nilai MSE antara hasil Pelatihan dan Pengujian. 

 

TABEL IV 

PERBANDINGAN NILAI MSE TRAINING DAN TESTING 
 

Indikator Training Testing 

MSE 67105,66 7438,02 

Berdasarkan Tabel 4, MSE dari Testing lebih kecil 

daripada MSE Training dan dari hasil tersebut prediksi atau 

peramalan bisa dilakukan. 

4)   Peramalan NN 

Melalui pelatihan dan pengujian yang sudah dilakukan 

maka model NN tersebut sudah bisa digunakan untuk 

memprediksi, sehingga didapatkan nilai MAPE nya dengan 

menghitung menggunakan rumus (8) adalah 6,0846%. 

 

TABEL V 

HASIL PERAMALAN NN 

 

Waktu 

Senin, 30 Juni 2025 

Beban 

Listrik 

Aktual 

Hasil 

Peramalan 

Absolute 

Percentage 

Error 

10.00 2518 2532,55 0,5779 

11.00 2536 2527,59 0,3316 

12.00 2516 2569,60 2,1302 

13.00 2513 2532,88 0,7912 

14.00 2555 2504,11 1,9918 

15.00 2555 2509,73 1,7718 

16.00 2553 2490,55 2,4462 

17.00 2218 2493,52 12,4222 

18.00 2226 2481,95 11,4981 

19.00 2228 2474,67 11,0714 

20.00 2186 2485,59 13,7048 

21.00 2224 2468,39 10,9886 

22.00 2231 2433,99 9,0986 

23.00 2217 2357,26 6,3264 

00.00 2098 2328,15 10,9699 

01.00 2314 2277,54 1,5754 

02.00 2288 2306,65 0,8151 

03.00 2308 2318,23 0,4431 

04.00 2285 2362,22 3,3793 

05.00 2299 2408,19 4,7495 
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06.00 2280 2460,45 7,9144 

07.00 2291 2492,20 8,7822 

08.00 2258 2516,02 11,4267 

09.00 2287 2534,54 10,8237 

MAPE 6,0846 

 

B. Peramalan Menggunakan Metode NN Berbasis Time 

Series 

1)   Identifikasi Data 

 

Gambar 8. Plot Time Series  

Identifikasi data dilakukan untuk mengetahui apakah data 

bersifat stasioner atau nonstasioner. Apabila data belum 

memenuhi kondisi stasioner, maka akan dilakukan proses 

differencing untuk mencapai ke-stasioneran. 

 

 

Gambar 9. Plot ACF 

Berdasarkan plot ACF pada Gambar 9, terlihat bahwa pola 

yang terbentuk menunjukkan pola dying down, yaitu nilai 

autokorelasi yang menurun secara perlahan seiring 

bertambahnya nilai lag. Hal ini mengindikasikan bahwa data 

belum bersifat stasioner. Kondisi tersebut juga dapat dilihat 

pada nilai ACF di beberapa lag yang masih relatif besar dan 

menurun secara lambat menuju nilai nol. Berdasarkan 

Gambar 9, nilai ACF baru mendekati nol pada lag ke-20 

dengan nilai sebesar 0,01338. Penurunan yang lambat ini 

menunjukkan bahwa data masih memiliki ketergantungan 

yang kuat antar periode, sehingga dapat disimpulkan bahwa 

data belum stasioner dan diperlukan proses differencing 

untuk mencapai kondisi stasioner. Data yang tidak stasioner, 

maka dilakukan proses differencing menggunakan 

Persamaan (4). 

 

 

Gambar 10. Plot Time Series Difference 

 

Gambar 11. Plot ACF Data Difference 

Dari Gambar 11 Plot ACF Data Differencing 

menunjukkan bahwa data sudah stasioner dan menunjukkan 

pola dying down, karena plot data ACF yang turun mendekati 

0 secara cepat, ditunjukkan pada lag – lag awal yaitu lag 

kedua atau ketiga, karena data sudah stasioner maka model 

yang dipakai adalah ARIMA. 

 

 

Gambar 12. Plot PACF Data Difference 

Pada Gambar 12, menunjukkan pola dying down yang 

ditandai dengan menurunnya secara bertahap menuju 0 

dengan nilai dari Lag 1 dan 2 PACF (0,92756) dan (-0,0962) 

yang tidak signifikan setelah lag pertama sama polanya 
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dengan Gambar 11 sehingga nilai AR dan MA tidak murni. 

Sehingga penulis mengindikasikan AR (p) = 1 dan 2, serta 

MA (q) = 1 dan 2. 

Pada Grafik ACF dan PACF diatas tidak menunjukkan 

adanya indikasi musiman atau Seasonal ARIMA (SARIMA). 

Hal ini dibuktikan dengan tidak adanya lag yang signifikasi 

berulang pada lag – lag tertentu, sehingga dapat langsung 

menguji hasil uji model ARIMA. Berdasarkan hasil uji model 

ARIMA yang memenuhi kriteria (estimasi parameter model 

dan pemeriksaan diagnostic) adalah model ARIMA (2,1,2). 

2)   Pengolahan Data NN Berbasis Time Series 

Penggunaan data pada metode ini menggunakan data hasil 

pengolahan Time Series dengan model ARIMA (2,1,2). Data 

yang digunakan merupakan data beban listrik per jam selama 

29 hari, yaitu mulai tanggal 1 sampai dengan 29 Juni 2025. 

Data tersebut kemudian dibagi menjadi dua bagian, yaitu data 

latih (training) dan data uji (testing) dengan perbandingan 

70% dan 30%. Selanjutnya, proses normalisasi data 

dilakukan dengan cara yang sama seperti pada metode 

sebelumnya menggunakan fungsi aktivasi Sigmoid Biner 

(logsig) pada data beban listrik karena skala nilai normalisasi 

yang dipakai di skala 0,1 sampai dengan 0,9. 

3)   Perancangan Model NN Berbasis Time Series 

Pemodelan NN pada penelitian ini menggunakan tahapan 

yang serupa dengan metode sebelumnya. Arsitektur jaringan 

terdiri dari tiga lapisan, yaitu input layer, hidden layer, dan 

output layer. Input layer memiliki 24 neuron yang 

merepresentasikan data masukan. Jumlah neuron pada hidden 

layer ditentukan melalui trial and error berdasarkan nilai 

MSE terbaik. 

Bobot dan bias diinisialisasi secara acak dan diperbarui 

selama pelatihan hingga mencapai error minimum. Parameter 

yang digunakan meliputi laju pembelajaran α = 0,01, 

momentum 0,9, dengan 1000 epoch dan target error 0. 

Fungsi pelatihan yang digunakan adalah TRAINLM dengan 

fungsi pembelajaran LEARNGDM. Fungsi aktivasi pada 

hidden layer menggunakan logsig, sedangkan pada output 

layer menggunakan purelin. 

Proses verifikasi dan validasi dilakukan dengan 

membandingkan hasil prediksi dengan data aktual serta 

mengevaluasi akurasi menggunakan MSE dan MAPE. 

4)   Pelatihan dan Pengujian NN Berbasis Time Series 

a) Pelatihan 

 

Gambar 13. Training Awal Jaringan NN Berbasis Time Series 

Pada pelatihan ini digunakan data latih dan target latih, 

untuk pelatihan pertama akan ditentukan jumlah neuron pada 

HL, jumlah neuron HL yang terbaik ditentukan melalui 

percobaan, dibawah ini adalah hasil pelatihan dengan 10 

kombinasi neuron HL yang berbeda dengan menggunakan 

data hasil pengolahan Time Series. 

Berdasarkan hasil pelatihan percobaan dengan 10 

kombinasi, akurasi terbaik ditunjukkan oleh percobaan 2 

yang memiliki nilai MSE terkecil dengan kombinasi 

arsitektur 24-2-1 dimana terdapat 24 input-an, pada layer 1 

merupakan HL menggunakan 2 neuron dengan Transfer 

Function Logsig, dan pada layer 2 merupakan Output Layer 

dengan Transfer Function Purelin. Oleh karena itu, model 

tersebut dipilih pada tahap pelatihan selanjutnya. Proses 

training kemudian dilakukan secara berulang hingga 

diperoleh hasil pelatihan yang sesuai dengan kriteria 

performa yang diinginkan. 

Setelah training dilakukan beberapa kali, diketahui bahwa 

performa terbaik terjadi pada training ke-02 di Epoch ke-0 

dengan nilai sebesar 0.00024205. 

 

 

Gambar. 14 Tampilan Hasil Performance NN Berbasis Time Series 

 

Gambar 15. Tampilan Hasil Regression NN Berbasis Time Series 

Sehingga dapat diketahui nilai MSE pada data Pelatihan, 

namun hasil pelatihan yang diperoleh didenormalisasikan 

menggunakan persamaan (2) untuk mengembalikan nilai ke 

skala aslinya, lalu menghitung nilai MSE menggunakan 

persamaan (3) yang terlihat hasilnya pada Tabel 5. 
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TABEL VI 

NILAI DATA PELATIHAN BERBASIS TIME SERIES 
 

Indikator Training 

MSE 660477,04 

b) Pengujian 

Setelah dilakukan pelatihan, maka selanjutnya akan diuji 

dengan data uji dan target uji yang sudah ditetapkan, dengan 

model percobaan yang sama sehingga dapat dibandingkan 

nilai MSE antara hasil Pelatihan dan Pengujian. 

 

TABEL VII 

PERBANDINGAN NILAI MSE TRAINING DAN TESTING 

BERBASIS TIME SERIES 
 

Indikator Training Testing 

MSE 660477,04 16206,32 

Berdasarkan Tabel 6, MSE dari Testing lebih kecil 

daripada MSE Training dan dari hasil tersebut prediksi atau 

peramalan bisa dilakukan. 

 

5)   Peramalan NN Berbasis Time Series 

Model yang telah terpilih adalah ARIMA (2, 1, 2), dan 

model ini digunakan untuk melakukan peramalan beban 

listrik selama 24 jam pada hari Senin, 30 Juni 2025. Hasil 

peramalan yang diperoleh kemudian dibandingkan dengan 

nilai beban listrik aktual. Perbandingan antara hasil 

peramalan dan nilai aktual tersebut dapat dihitung MAPE nya 

dengan menggunakan persamaan rumus (8) adalah 4,33%. 

 

TABEL VII 

HASIL PERAMALAN BERBASIS TIME SERIES 
 

Waktu 

Senin, 30 Juni 2025 

Beban 

Listrik 

Aktual 

Hasil 

Peramalan 

Absolute 

Percentage 

Error 

10.00 2518 2467,72 1,9970 

11.00 2536 2459,69 3,0090 

12.00 2516 2451,67 2,5569 

13.00 2513 2442,25 2,8154 

14.00 2555 2431,78 4,8226 

15.00 2555 2420,27 5,2732 

16.00 2553 2409,10 5,6363 

17.00 2218 2398,29 8,1285 

18.00 2226 2388,87 7,3167 

19.00 2228 2381,19 6,8759 

20.00 2186 2375,26 8,6580 

21.00 2224 2371,08 6,6132 

22.00 2231 2367,94 6,1379 

23.00 2217 2363,05 6,5879 

00.00 2098 2358,52 12,4174 

01.00 2314 2353,63 1,7128 

02.00 2288 2348,05 2,6246 

03.00 2308 2341,77 1,4632 

04.00 2285 2334,45 2,1639 

05.00 2299 2327,12 1,2231 

06.00 2280 2320,14 1,7606 

07.00 2291 2314,21 1,0131 

08.00 2258 2309,68 2,2885 

09.00 2287 2305,84 0,8237 

MAPE 4,33 

 

C. Perbandingan Peramalan Beban Listrik 

TABEL IX 

PERBANDINGAN NILAI MAPE NN DAN NN BERBASIS TIME 

SERIES 
 

Waktu 

Senin, 30 Juni 2025 

Beban  

Listrik 

Aktual 

Peramal

an 

NN 

Tanpa 

Time 

Series 

APE 

Peramalan 

NN 

Berbasis 

Time 

Series 

APE 

10.00 2518 2532,5 0,57 2467,7 1,99 

11.00 2536 2527,5 0,33 2459,6 3,01 

12.00 2516 2569,6 2,13 2451,6 2,55 

13.00 2513 2532,8 0,79 2442,2 2,81 

14.00 2555 2504,1 1,99 2431,7 4,82 

15.00 2555 2509,7 1,77 2420,2 5,27 

16.00 2553 2490,5 2,44 2409,1 5,63 

17.00 2218 2493,5 12,4 2398,2 8,12 

18.00 2226 2481,9 11,4 2388,8 7,31 

19.00 2228 2474,6 11,1 2381,1 6,87 

20.00 2186 2485,5 13,7 2375,2 8,65 

21.00 2224 2468,3 10,9 2371,0 6,61 

22.00 2231 2433,9 9,09 2367,9 6,13 

23.00 2217 2357,2 6,32 2363,0 6,58 

00.00 2098 2328,1 10,9 2358,5 12,41 

01.00 2314 2277,5 1,57 2353,6 1,71 

02.00 2288 2306,6 0,81 2348,0 2,62 

03.00 2308 2318,2 0,44 2341,7 1,46 

04.00 2285 2362,2 3,37 2334,4 2,16 

05.00 2299 2408,1 4,74 2327,1 1,22 

06.00 2280 2460,4 7,91 2320,1 1,76 

07.00 2291 2492,2 8,78 2314,2 1,01 

08.00 2258 2516,0 11,4 2309,6 2,28 

09.00 2287 2534,5 10,8 2305,8 0,82 

MAPE 6,0846 4,33 

 

 

Gambar. 16 Grafik Perbandingan Peramalan Beban Listrik 
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IV. KESIMPULAN 

Berdasarkan hasil penelitian mengenai peramalan beban 

listrik jangka pendek pada data beban listrik PT. Siantar Tara 

Sejati Site Tarakan dengan menggunakan metode NN tanpa 

Time Series dan NN berbasis Time Series, maka dapat 

diperoleh beberapa kesimpulan sebagai berikut: 

1. Peramalan menggunakan metode NN tanpa Time Series 

menghasilkan nilai peramalan yang cukup mendekati 

data aktual. Hal ini dibuktikan dengan nilai MAPE 

sebesar 6,0846%, yang termasuk dalam kategori 

peramalan sangat akurat karena nilai MAPE yang 

dihasilkan berada di bawah 10%. 

2. Peramalan menggunakan NN berbasis Time Series 

dengan model ARIMA (2,1,2) menghasilkan tingkat 

akurasi yang lebih baik. Hal ini ditunjukkan oleh nilai 

MAPE sebesar 4,33%, yang juga termasuk dalam 

kategori peramalan sangat akurat karena nilai MAPE 

yang diperoleh berada di bawah 10%. 

Berdasarkan hasil perbandingan nilai MAPE dari kedua 

metode tersebut, diketahui bahwa metode NN berbasis Time 

Series dengan model ARIMA (2,1,2) memiliki tingkat 

akurasi yang lebih tinggi dibandingkan dengan metode NN 

tanpa Time Series. Dengan demikian, metode NN berbasis 

Time Series lebih baik dalam melakukan peramalan beban 

listrik jangka pendek pada data beban listrik historis PT. 

Siantar Tara Sejati Site Tarakan. 
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